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１． はじめに 

高速道路では、冬季の走行安全性を確保するため、冬

用タイヤ規制を実施しているが、この規制はタイヤチェ

ック要員や交通誘導員など多くの人員を確保する必要が

あり、体制実施時の拘束時間を鑑みると多大な人的負担

を要することや、交通量の多い時間帯には渋滞が発生す

ることから、作業の省力化と高速化が課題である。この

課題に対し、筆者らはH28年度より冬用タイヤ自動判別シ

ステム（以下、判別システム）の開発に着手し、画像処

理とAIを用いた判別技術の開発を進めてきた。 

本論では、AIによるタイヤ判別手法の検討結果を述べ

るとともに、実現場での試行導入における判別システム

の精度検証結果と、そこで得られたAI判別における精度

改善手法の効果について述べる。 

 

２． 判別システムの概要 

近年、大型車両に再生タイヤが適用される例が散見さ

れ、タイヤのサイドウォールの刻印とタイヤの種別が一

致しないケースがある。よって、本システムでは、照明

をカメラに対して正反射する位置に配置し（図-1）、タ

イヤトレッド面を撮影した画像からタイヤ種別を判別す

るシステムとした（図-2）。システムはタイヤ検出用照

明の前を横切るタイヤのシルエットを検出し、通過する

撮影対象タイヤごとに判別を行う。撮影には、高感度な

可視画像カメラを用いることにより、30km/h以下で通過

する車両のタイヤトレッド面の静止画を取得し、画像処

理によって特徴を検出して、タイヤ種別をスタッドレス

とそれ以外に自動判別する。図-2の左上に判別対象のタ

イヤ画像を示す。対象となるタイヤは、乗用車（軽自動

車を含む）、中型車、大型車とし、路面の乾燥湿潤状態、

降雨降雪、昼夜撮影の場合でも調整が不要な、撮影環境

の変化に頑健なシステムとした。 

従来の冬用タイヤチェックでは、図-3a)のように、1台

毎に車両を停車させ、タイヤ種別をチェック要員が確認

して誘導していたが、このシステムを冬用タイヤチェッ

クのスクリーニングに活用すると、図-3b)のように事前

にチェックを行うことにより、確認が必要な本数を減ら

し作業の省力化、効率化が可能となる。 

スタッドレス判別した車両のチェックを省略するため

には、ノーマルをスタッドレスと誤判別する「危険側誤

判別」を皆無とすることが必須となる。 

 

３． タイヤ判別手法の検討 

 スタッドレスタイヤには、特有のサイプ（凍結路との

接触面を増やして摩擦力を高めるためタイヤ表面に刻ま
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図-1 カメラと照明の配置 
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れた細かな溝）が刻まれており、この特徴を検出して判

別することとした。 

事前検討として、画像処理によりサイプを検出して、

教師なしで判別する方法や、同時生起行列（Gray-Level 

Co-Occurrence Matrix1)）、によりタイヤトレッド面の表

面テクスチャ特徴量を算出し、ロジスティック回帰分析

を用いて判別する手法について検討を行った。しかし、

これらの方法では、昼夜の別や、降雨、降雪など、多種

多様な環境で危険側の誤判別を皆無とすることは不可能

であった。そこで、様々な環境下の冬用タイヤの画像を

用いてAIに学習させ、判別モデルを構築し、その判別精

度について検証を行った。 

(1) 人工知能技術の概要 

本検討のディープラーニングには、全らの研究2)など画

像認識で実績があるConvolutional Neural Network（以下、

CNN）を採用した。CNNによる画像処理では、畳み込み層

とプーリング層で画像の特徴を抽出後、次の層へ進むに

従い判別精度が向上する（図-4）。特徴として物体の位

置ズレに頑健で、抽出対象が画像内のどこにあっても検

知できる移動不変性を有するため、タイヤの溝やサイプ

が画像上のどこにあっても、自動的に特徴を抽出して学

習し判別モデルを構築することができる。 

(2) 教師データ 

H29年度から、西日本高速道路管内の図-5の箇所（舞鶴

若狭道、中国道、大分道、高知道）において、タイヤ画

像の撮影を行い195,715本のタイヤ画像を取得した。AI判

別の教師データには、H29、30年度に取得したタイヤ画像

のうち、13,139本を用いた。学習では写真-1のように、

撮影画像を目視して明確にタイヤ種別が判別可能なa)ス

タッドレス6,000本、b)ノーマル5,641本と、目視でタイ

ヤ種別が確認できないc)不明1,498本の3分類とした。 

(3) AI判別モデルの構築 

AIを用いた自動判別モデルの構築では、教師データを

用いてAIに学習させる。学習したAIに画像を自動判別さ

せると、与えられた教師データのカテゴリに応じて自動

判別する。冬用タイヤ判別における教師データは、スタ

ッドレス、ノーマル、不明の3分類のため、構築した判別

モデルは入力画像をいずれかのカテゴリに自動判別する。

図-6に判別結果例を示す。AI判別モデルからは、分類結

果（図中のPredicted Class）と合わせて確信度（図中の

Original Confidence）が出力され、AIがどの部分に注目

して分類したかを確認することができる。この確信度と

は、学習によって作成されたネットワーク内の各フィル

ターと重みによる特徴ベクトルの計算結果を、SoftMax関

数により各クラスの総和が1になるよう当てはめたもので、

図-4 CNN の基本構造 

図-5 冬用タイヤ規制実施場所 
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1に近くなるほど、類似性が高いことを示す値である。 

表-1に構築した判別モデルの教師データにおける精度

を示す。学習の結果、表-1a）では、教師データにおける

一致率は99.3%（表-1aの黄色網掛けが占める割合）と高

い一致率となった。しかし、危険側誤判別がノーマル2本、

不明5本の計7本発生した。そこで、類似性評価指標であ

る確信度を用いることで判別に重みをつけ、危険側誤判

別の排除を試みた。表-1b）は、AI判別モデルがスタッド

レスと判別しても、確信度が0.995以下の場合はノーマル

と判別するように調整した結果である。このように、AI

がどちらかと言えばスタッドレスと判別した曖昧な結果

は強制的にノーマルと判別する処理を行うことで、危険

側誤判別を皆無にしながら、97.9%（表-1bの黄色網掛け

が占める割合）と高い一致率を確保できた。 

(4) AI判別モデルの精度 

実運用での判別精度を検証するためH29、30年度に図-5

の3箇所で取得した全画像のうち教師データは含まない

66,364本のタイヤ画像を用いて再判別を行った。表-2に

再判別結果を示す。スタッドレスをチェック不要、ノー

マル、不明をチェック必要と判別し、チェック要否の判

別精度を検証した。検証の結果、危険側誤判別は皆無で

あり、一致率は83.7%となった。なお、一致率が、教師デ

ータの97.9%から、83.7%に低下した原因を確認するため、

誤判別した画像を確認した結果、ピンボケ（車両通過位

置が不適）や、ハレーション（太陽光反射の映り込み）、

被写体ブレ（通過速度が速すぎる）などの影響が確認さ

れた。このことから、一致率の低下は、撮影画像の質が

低い、より実態に即した撮影画像が含まれるためであっ

たと考えられる。 

 

４． 判別システムの導入結果 

 H29、H30年度の既撮影画像の再解析により判別精度が

検証できたことから、R1年度に、実際の判別システムに

AI判別モデルを実装して、試行導入を行い判別精度の検

証を行った。試行導入はH30年度と同様の箇所（図-5の高

知道を除く、舞鶴若狭道、中国道、大分道）とし、昼夜

降雨降雪など様々な条件で撮影したタイヤ本数は、合計

27,652本であった（表-3）。 

R1年度の実機における判別結果を表-4に示す。なお、

表-4では判別対象外の手前タイヤは控除して集計した。

撮影画像を目視してタイヤ種別を確認し、判別システム

と比較した結果、危険側誤判別は皆無で、一致率は

84.3％となった。H29、H30年度撮影画像を再解析した一

致率は83.7%（表-2）であったことから、R1年度に試行導

入した実機においても、同等の精度が確保できているこ

とが確認できた。以下に、判別結果の解析よって確認で

きた事項を列挙する。 

(1) 時間帯ごとの判別精度 

時間帯ごとの判別精度に着目すると（図-7）、正解率

が大きく変化しているのがわかる。特に千代田の変化が

大きく、17日の21時の時間帯では、43.7％まで落ち込ん

表-3 R1年度判別タイヤ本数 
  単位：本

福知山 千代田 大分

2 17 939 627 1,566

2 18 4,134 8,922 6,453 19,509

3 5 6,577 6,577

4,134 16,438 7,080 27,652合計

月 日
試行場所

総計

表-4 自動判別精度 
  

ｽﾀｯﾄﾞﾚｽ ﾉｰﾏﾙ 不明 合計

ｽﾀｯﾄﾞﾚｽ 18,248 3,592 761 22,601

ﾉｰﾏﾙ 4,890 32 4,922

不明 129 129

合計 18,248 8,482 922 27,652

自動判別結果

目視

表-2 AI 判別モデルの精度検証結果 

チェック不要
スタッドレス ノーマル 不明

スタッドレス 43,962 4,382 6,434 54,778
ノーマル 3,508 28 3,536
不明 3,546 4,504 8,050
総計 43,962 11,436 10,966 66,364

AI判別結果
総計チェック必要

目視

a)確信度考慮無し 

b)確信度調整0.995 

ｽﾀｯﾄﾞﾚｽ ﾉｰﾏﾙ 不明 合計
ｽﾀｯﾄﾞﾚｽ 5,744 245 11 6,000
ﾉｰﾏﾙ 5,634 7 5,641
不明 13 1,485 1,498
合計 5,744 5,892 1,503 13,139

目視

AI判別（確信度0.995以上）

ｽﾀｯﾄﾞﾚｽ ﾉｰﾏﾙ 不明 合計
ｽﾀｯﾄﾞﾚｽ 5,928 61 11 6,000
ﾉｰﾏﾙ 2 5,632 7 5,641
不明 5 8 1,485 1,498
合計 5,935 5,701 1,503 13,139

AI判別

目視

表-1 教師データ精度検証 

図-7 時間帯ごとの一致率 
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でいる。このグラフに、千代田の撮影画像に雪が映り込

んでいる時間帯（降雪時間帯）を重ねると、降雪がある

時間帯では判別精度が低下する傾向がみられる。よって、

気象条件や路面状態が判別精度に大きく影響している可

能性がある。 

(2) 昼夜の判別精度比較 

図-8に昼間と夜間の一致率を示す。各試行場所とも、

昼間の時間帯の方が、一致率が約6％高い傾向がみられる

ことから、判別する際に、周辺の明るさ（太陽光）の影

響も受けていると考えられる。 

(3) 通過速度ごとの判別精度 

判別システムは、一定時間間隔（50枚/秒）で画像を取

得しており、各画像のタイヤの移動量から、車両の通過

速度を推定する機能を有する。その速度と一致率の関係

を、図-9に示す。通過速度の速度域を5km/hごとに集計し

た結果では、35km/hまでは概ね80％程度の一致率で安定

して判別できることが確認できた。 

 

５． 判別精度改善検討 

前述のとおり、判別精度には気象条件や速度など、

様々な因子が影響していると考えられるが、AIによる判

別では判別根拠がブラックボックス化してしまうため、

どの因子が精度向上、精度低下にどれくらい影響してい

るのかを判断するのは困難である。 

そこで、各因子の影響を見える化するために、判別結

果の正誤を対象にロジスティック回帰分析を行い、得ら

れた統計量と係数から各因子の重要度と、精度に及ぼす

影響の特定を試みた。 

(1) 精度向上に影響する因子の検証 

ロジスティック回帰分析に用いるデータは、自動判別

の結果がノーマルであった表-4の8,482データとした。誤

判別に対する重要度を検証するため、目的変数として判

別の正解を0、誤判別を1として分析を行った。なお、分

析には、IBM SPSS Statisticsを用いた。 

AIの自動判別の結果では、ノーマル判別の正解率は、

57.7％（表-4、4,890/8,482）であったが、ロジスティッ

ク回帰分析による再判別結果では、正解率は80.4％に向

上した。これは、因子の影響を適切に評価して対策を講

じれば、判別精度を改善できることを示唆している。 

表-5に、影響を及ぼしている因子と水準を示す。ここ

では、前述の気象条件だけでなく、小型車・大型車の別

図-8 昼夜の一致率の比較 
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図-9 通過速度ごとの一致率 
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表-6 分析結果（偏回帰係数） 

因子 水準 係数B 標準誤差 Wald 自由度 有意確率
乾燥 -0.70 0.54 1.71 1.00 0.19
湿潤 0.42 0.54 0.61 1.00 0.43
水たまり 1.72 0.54 10.23 1.00 0.00
シャーベット 1.44 0.59 5.92 1.00 0.01
積雪 12.91 40192.97 0.00 1.00 1.00

昼夜 昼 -0.51 0.07 47.03 1.00 0.00
前後輪 前輪 -0.30 0.06 27.72 1.00 0.00
確信度 -21.70 0.89 593.77 1.00 0.00

定数α 21.30 1.03 423.92 1.00 0.00

路面状態

表-5 目的変数と説明変数 

分類
ノーマルタイヤ 0＝正解
判別 1＝誤

路面状態 乾燥

半乾
湿潤
水たまり
シャーベット
積雪

タイヤ状態 乾燥
湿潤
雪付着
半乾乾き

天候 降雨降雪なし
区分 雨

小雪
雪

昼・夜の 昼
区分 夜
小型車・大型車 小型
区分 大型
前・後輪 前輪
区分 後輪

カ
テ
ゴ
リ
型
説
明
変
数

目的
変数

変数名



や、判別したタイヤが前輪か後輪かなど、考えられるす

べての因子を対象とした。ステップワイズ変数減少法に

よって、影響が少ない因子を取り除きながら解析を進め、

最終的に表-6の因子だけに絞り込んだ。 

最終的に、判別精度に影響のある因子は、路面状態、

昼夜、前後輪、確信度となった。タイヤ状態と天候は、

路面状態と同傾向を示すことから除外されたと考えられ、

小型車・大型車では明確な差がなかったため影響が小さ

いと判断されたと考える。 

a) 確信度の影響 

表-6のWald統計量（影響の大きさ）と、係数の符号

（マイナスは精度向上側）に着目すると、最も影響が大

きいのは、確信度となった。これは、スタッドレス判別

で正解だが、確信度が閾値0.995より小さいためノーマル

に再判別されて不正解となったデータが多数存在するた

めであった。確信度の閾値0.995を小さくすると、ノーマ

ルに再判別されるデータが少なくなるため判別精度を改

善することが可能であるが、危険側誤判別の発生が懸念

される。 

b) 昼夜の別の影響 

夜間と比較して昼間の撮影は精度が向上する傾向がみ

られた。写真-2のように昼夜の画像を比較すると、昼間

の撮影の方が画像が全体的に明るくサイプが検出しやす

い傾向が見られた。システムの照明設備には高出力のLED

照明を用いて十分な照度を確保しているが、夜間より昼

間の方が相対的に画像が明るく映ることが、判別精度に

影響していることが示唆された。 

c) 前後輪の別の影響 

撮影対象の後輪は、図-10のように撮影直前に通過する

前輪の飛沫巻き上げの影響を大きく受ける。その結果、

写真-3のように後輪の撮影画像の質が低下し判別精度に

影響したと考えられる。また、路面についても、乾燥状

態では精度が向上し、水たまりとシャーベット状態では

精度が悪化する傾向が示唆されており、撮影条件の悪化

がそのまま精度低下につながっていると考えられる。 

(2) 精度向上に有効な改善点 

精度低下に影響する事象は路面状態、昼夜の別、前後

輪の別、確信度であった。運用面や機器の改良など、以

下の改善を行えば、判別精度はさらに向上すると考える。 

・ 排水性舗装の舗設や除雪の徹底、融雪設備の設置な

どにより路面を良好に保ち、飛沫の巻き上げを抑制

する。 

・ 夜間の照度不足を補うため、カメラの露光時間の変

更や、照明設備の増強を図る。 

表-7 R3 年度福知山 ICの判別結果一覧 
単位：本

ｽﾀｯﾄﾞﾚｽ ノーマル 不明 総計
スタッドレス判別比
スタッドレス/総計

17 16 24 4 44 36.4%
18 658 410 24 1,092 60.3%
25 75 21 3 99 75.8%
26 1,064 1,103 119 2,286 46.5%
27 1,527 594 97 2,218 68.8%
28 2,788 947 115 3,850 72.4%
29 5,394 1,177 196 6,767 79.7%
30 2,922 521 80 3,523 82.9%
31 72 40 34 146 49.3%

合計 14,516 4,837 672 20,025 72.5%
12 1,426 1,497 95 3,018 47.2%
13 148 118 9 275 53.8%
14 611 611 50 1,272 48.0%
15 932 361 42 1,335 69.8%
20 665 546 65 1,276 52.1%

合計 3,782 3,133 261 7,176 52.7%
5 2,590 770 89 3,449 75.1%
6 2,610 789 185 3,584 72.8%
7 1,422 456 69 1,947 73.0%

17 1,734 751 114 2,599 66.7%
18 221 92 25 338 65.4%
20 167 214 28 409 40.8%
21 1,292 475 121 1,888 68.4%
22 1,725 667 56 2,448 70.5%
23 627 210 19 856 73.2%
24 1,705 523 32 2,260 75.4%

合計 14,093 4,947 738 19,778 71.3%
32,391 12,917 1,671 46,979 68.9%
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図-10 前輪の飛沫巻き上げの原因 

 

写真-2 昼夜の画像比較（スタッドレス） 

写真-3 前後輪の画像比較 



(3) 路面改善後の判別精度 

 図-5の福知山ICでは、毎年自動判別システムを運用して

おり、路面状態をできるだけ良好に保つなど、運用面で

の工夫を行っている。表-7に、R3年度の福知山ICでの全

46,979本の自動判別結果の一覧を示す。総数に対してス

タッドレスと自動判別したタイヤの割合は、約69%と高い

値となっており、日によっては80%を超えるケースも見ら

れた。また、ほぼ同じスタッドレス判別率の12/27の判別

精度を表-8に示す。なお、表-8では判別対象外の手前タ

イヤは控除して集計した。結果、危険側誤判別は皆無で

あり、一致率は93.1%（表-8の黄色網掛けが占める割合）

と高い一致率となった。このように、運用面で改善を行

えば、高い判別精度が確保できると考える。 

  

６． まとめ 

本検討で、開発した判別システムは、実際の現場運用

においても高い一致率と、危険側誤判別を行わないこと

から、スタッドレスと判定したタイヤのチェックを削減

することにより、冬用タイヤ規制の省力化が図れると考

える。 

しかし、撮影条件の悪化によって、精度低下を招く場

合があることが分かった。現状では精度低下に最も影響

しているのは、運用面の問題であり、運用面の改善を行

うことで判別精度を改善できると考える。 

今後もAI判別モデルの高度化に継続して取り組み、更

なる判別精度向上により、タイヤチェックの効率化に寄

与したいと考える。 

以下、本検討で得られた知見を述べる。 

(1) AI判別モデルは、判別精度が高くなるように学習を

行うが、スタッドレス判別の確信度0.995以下はノー

マルと判別するように調整することで、危険側誤判

別を排除することができる。 

(2) AI判別モデルの教師の判別精度は、危険側誤判別を

排除しながら、一致率は97.9%と高い値となった。 

(3) AI判別モデルの現場試行でも、危険側誤判別を排除

できる。撮影画像の質が低下するため一致率は

84.3％と若干低下する傾向となった。 

(4) AI判別モデルの判別精度には、路面状態、昼夜の別、

前後輪の別、判別の確信度が影響する。 

(5) AI判別モデルは危険側誤判別もなく、自動判別シス

テムはほぼ完成している。判別精度を改善するには、

主に運用上の改善が効果的であり、改善により精度

向上が期待できる。 
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